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Oz

Hemoglobin degerinin belirli bir referans araliginin altina diismesiyle ortaya ¢ikan ve ayni zamanda kansizlik olarak
adlandirilan anemi, teshis ve tedavisi igin birgok kan testine, radyolojik goriintiilere, tahlillere ihtiya¢ duyar. Bu gibi ¢ok fazla
iiretilen tibbi verilerin yaninda hastalik teshisinin konulmasinda doktor karar1 gereklidir. Hastalardan alinan tibbi veriler islenerek
yeni hasta bireyler i¢in hastaliklarin tahminleri yapilabilir ve bu tahminlerle doktorlar icin karar destek mekanizmalari
kurulabilmektedir. Doktorlarin hastalar i¢in koyacagi teshisteki yanilma paymi azaltma konusunda olduk¢a 6nemli olan bu
yontemler sayesinde saglik kurumlarindaki veri kayitlarinin degerlendirilmesi hasta ve hastaneler i¢in de dnem arz etmektedir.
Literatiirde anemi hastalig1 siniflandirma problemi icin gesitli yontemler kullanilmis olup, veri setlerindeki hasta kayit sayilarinin
degisiklik gostermesi, kan parametrelerin sayisinin ve 6zelliklerinin farkli olmasi gibi durumlardan dolay1 6nerilen algoritmalarin
performanslari veri setlerine gore degisiklik gostermektedir. Bu galigmada Kaggle veri tabanindan alinan anemi veri seti {izerinde
kandaki verilere dayali olarak anemi hastalig1 siniflandirmasi problemini ¢6zmek amaciyla Yapay Sinir Aglar1 (YSA) yontemleri
kullanilmigtir. Ogrenmeli Vektdr Kuantalama (LVQ), Rekabetgi Katman Sinir Agi (CLNN), Oriintii Tamima Yapay Sinir Agi
(PRNN), Kendiliginden Organize Olan Harita (SOM) yapay sinir ag1 yontemleri kullanilarak bagarim oranlari hesaplanmustir.
Elde edilen sonuglarin dogruluk degerleri ve karisiklik matrisleri verilerek 6nerilen dort yontem karsilastirilmistir. En iyi basart
performanst %100 hassasiyet ve %99,88 dogruluk, %99,86 ozgiillik, %99,43 kesinlik ile PRNN oldugu, onu takiben LVQ
oldugu sonucuna ulagilmusgtir.

Anahtar Kelimeler:Anemi siniflandirma, Ogrenmeli Vektor Kuantalama, Rekabetci Katman Sinir Agi, Oriintii Tamima Yapay
Sinir Agi, Kendiliginden Organize Olan Harita
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Classification of anemia disease using artificial neural networks
methods

Abstract

Anemia, which occurs when the hemoglobin value falls below a certain reference range and is also called anemia, needs
many blood tests, radiological images and analyzes for its diagnosis and treatment. In addition to such a large amount of
produced medical data, a doctor's decision is required in diagnosing the disease. By processing the medical data taken from the
patients, predictions of diseases can be made for new patients and decision support mechanisms can be established for doctors
with these predictions. Thanks to these methods, which are very important in reducing the margin of error in the diagnosis of
doctors for patients, the evaluation of data records in health institutions is also important for patients and hospitals. Various
methods have been used for the classification problem of anemia disease in the literature, and the performance of the proposed
algorithms varies according to the datasets due to the changes in the number of patient records in the datasets, the number and
characteristics of the blood parameters. In this study, Artificial Neural Networks (ANN) methods were used to solve the anemia
disease classification problem based on blood data on the anemia dataset taken from the Kaggle database. Performance rates were
calculated using the Learning Vector Quantization (LVQ), Competitive Layer Neural Network (CLNN), Pattern Recognition
Artificial Neural Network (PRNN), Self-Organizing Map (SOM) methods. The four proposed methods were compared by giving
the accuracy values and confusion matrix values of the obtained results. It was concluded that the best success performance was
PRNN with 100% sensitivity and 99.88% accuracy, 99.86% specificity, 99.43% precision, followed by LVQ.

Keywords: Anemia classification, Learning Vector Quantization, Competitive Layer Neural Network, Pattern Recognition
Artificial Neural Network, Self-Organizing Map
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1. Giris

Anemi hastalig1, insan saghgin etkileyen kiiresel bir saglik sorunudur [1]. Ozellikle kiigiik ¢ocuklari ve hamile
bireyleri etkilemektedir. Diinya Saghk Orgiitii’niin tahminine gore, diinya capinda 5 yasindan kiiciik
cocuklarin %42' si ve hamile kadinlarin %40' 1 anemiktir [2]. Kansizligin bu sekilde yaygin olmasi nedeniyle bu
calismada anemi hastalig1 siniflandirmasi iizerine ¢aligilmistir. Anemi kan testleri ile teshisin yapilabilmesi i¢in kan
tahlillerinin, radyolojik goriintiilerin vb. doktor tarafindan gézlenmesi gerekmektedir. Fakat bu siirecler, 6zellikle
gelismemis iilkelerde zor ve maliyetli olabilir [3].

Hastaliklar, hastaliklar1 erken donemde tespit etmek, hastaya uygun ilaglari recete etmek ve baslangic asamasini
kisa keserek kritik asamaya gelmemek gibi alternatif ¢oziimlerin iiretildigi bircok tibbi veri tiretir. Hastalardan elde
edilen bu tibbi veriler kullanilarak yeni hastalar i¢in hastalik tespiti yapilabilir. Bu durum da hekimlerin hasta i¢in
yapacaklar1 tanidaki hata payini en aza indirgemesi ve tan1 koymasina yardimci olmasi agisindan dnemlidir. Bu
sebeple de, saglik kurumlarindaki veri kayitlarinin degerlendirilmesi hastalar ve hastaneler i¢in oldukg¢a biiyiikk 6nem
arz etmektedir.

Saglik biliminde 6nemli bir yere sahip olan veri madenciligine dayali islemler; ¢ok sayidaki verileri
degerlendirerek yararli verilere doniistirme konusunda onemlidir. Diinya saglik orgiiti, bu islemlerin c¢esitli
hastaliklarin tahmininde 6nemli bir yerinin oldugunu belirtmistir [4]. Veri madenciligi yontemlerinin kullanildigr tip
alanindaki uygulamalardan biri hastalik teshisidir. Kanser, obezite, diyabet, tiroid, kalp hastaligi gibi hastaliklar veri
madenciligi yontemlerinin olduk¢a ¢ok kullanilarak tahmin {iretildigi hastaliklardir [5, 6, 7, 8, 9]. Meme kanseri
hiicrelerinin tahmin edilmesi i¢in yapilan ¢alismada C4.5 ve karar agaclari kullanilmis ve C4.5 karar agacinin
hastalik tan1 ve teshisinde %97.4359 dogruluk basarisi verdigi gozlemlenmistir [6]. Kalp hastaligi teshisi icin
yapilan bir ¢calismada ZeroR, OneR, Naive Bayes (NB), J48 Karar Agaci, Rastgele Orman(RF), Coklu Algilayicilar,
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k-NN, Lojistik Regresyon (LR), Destek Vektor Makinalart (SVM) gibi siniflandirma algoritmalari kullanilmistir [7].
Bu hastaliklarin teshisinde ¢esitli yontemlerin tekil kullaniminin yaninda hibrit yontemleri de kullanilmaktadir [10,
11,12, 13].

Literatiirde anemiyi smiflandirma probleminde kullanilan bir¢ok veri madenciligi yontemi mevcuttur. Bu
yontemler k-En Yakin Komsuluk (k-NN), Lojistik Regresyon, Bulanik Mantik (FL), Vektdr Niceleme Sinir Ag1
(LVQ) vb.dir Calismalarda kullanilan bu yontemler, farkli veri kiimelerindeki farkli 6zellikler nedeniyle iyi
performans gostermeyebilir. Veri setlerindeki farkli parametre 6zellikleri ve sayisi, hasta kayit sayisi degisikligi gibi
farkliliklar anemi hastaligt siniflandirma yontemlerinin basarisini 6nemli dl¢tide etkilemektedir. Bu nedenle de
calisilan veri setlerinin Ozellikleri ve parametre sayilari farkli olabileceginden yeni tekniklerin gelistirilmesi
onemlidir [14].

Yapay sinir aglar; gorlintii isleme, makine 6grenimi, dogal dil igleme, biyomedikal vb. alanlarda farkli
parametre ve yapilara sahip verileri siniflandirmak i¢in basartyla kullanilmistir [15, 16, 17]. Saglik alaninda yapilan
calismalarda yapay sinir aglar1 yontemlerinin yiiksek basar1 gosterdigi goriilmiistiir [18, 19].

Bu c¢alismada Kaggle veri tabanindan alman 1732 kan verisi, dort farkli yapay sinir ag1 yontemi kullanilarak
incelenmistir. Onerilen yontemler LVQ, CLNN, PRNN ve SOM yodntemleri ile analiz edilerek veri seti anemili /
saglikli birey olmak f{izere ikili siniflandirmaya tabii tutulmustur. Bu c¢alismanin 6zgiin degeri ¢oklu Kaggle veri
tabanindan alinan anemi hastaligi veri setine LVQ, CLNN, PRNN ve SOM yontemleri ile ¢6ziim ve sonuglarin
karsilastirmas1 ilk defa yapilmistir. Onerilen dort algoritmanin performansi anemiyi teshis etmek icin
karsilagtirilmistir ve ayrica literatiirde mevcut olan dnceki ¢calismalardan daha iyi bulunmustur. Makalenin bir diger
amact da Onerilen dort yontemden aneminin siniflandirtlmasinda elde edilen sonuglarin kargilagtirilmasidir.
Literatiirde anemi hastalig1 siniflandirmasi ile ilgili baz1 ¢aligmalar agagida sunulmustur.

2012 yilinda yapilan bir ¢alismada LVQ, ileri Beslemeli Aglar (FFN), Dagitilmis Gecikme Aglart (DDN),
Zaman Gecikmeli Aglar (TDN), Basamakli Ileri Aglar (CFN), Olasilikli Sinir Agi (PNN) gibi sinir ag1 cesitleri
kullanilarak kadinlarda demir eksikligi anemisi tahmini {izerinde calisgitlmistir [3]. En yiiksek basarim %99.33
dogrulukla LVQ ile smiflandirmada oldugu sonucuna varilmistir. YSA yardimiyla talasemi (akdeniz anemisi)
hastaliginin tespiti i¢in yapilan bir ¢alismada 10 farkli talasemi hastaliginin smiflandirilmasi i¢in yapilan testler
sonucunda ortalama %90 basarim performansi elde edilmistir [20]. Baska bir calismada kan merkezlerinden
toplanan verilerle anemi tahmini i¢in denetimli makine 6grenme algoritmalarindan NB, RF ve Karar agaglar1 (DT)
kullanilmustir [21]. Sonug olarak NB’nin daha iyi performans gosterdigi gozlemlenmistir. 2019 yilinda yapilan
baska bir ¢calismada Banglades’te 6zellikle bes yas alti ¢ocuklar igin ciddi bir halk sagligi sorunu olan anemi
hastaligim1  tahmin etmek i¢in makine Ogrenmesi algoritmalardan Dogrusal Diskriminant Analizi (LDA),
Simiflandirma ve Regresyon Agaglar1 (CART), SVM, RF, Lineer Regresyon kullanilmigtir [22]. Caligma sonucunda
RF algoritmasinin en iyi siiflandirma dogruluguna ulastigini, k-NN’in en diisiik dogrulugu verdigi goriilmiistiir.
2019 yilinda yapilan bagka bir ¢aligmada ise kan parametrelerine dayali anemi siniflandirmasi igin yeni bir makine
6grenimi yontemi (HEAC - Hemoglobin Tahmini ve Anemi Siniflandirmasi) onerilmis olup, literatiirdeki diger
makine 6grenmesi metodlariyla karsilastirilmistir [23]. Sonugta 6nerilen yontemin daha iyi performans gosterdigi
kaydedilmistir. 2020 yilinda SVM, Ekstrem Ogrenme Makinesi (ELM), k-NN ve Diizenlilestirilmis Ekstrem
Ogrenme Algoritmalar1 (RELM) gibi algoritmalarin kullanildigi ¢alismada HGB, RBC, HCT, MCV, MCH, RDW
ve MCHC gib ikan parametreleri kullanilarak beta-talasemi ile demir eksikligi anemisi hastaliklarinin tanisi igin
karar destek sistemleri gelistirilmis olup %95.59 oraninda basarim elde edilmistir [24]. Dort laboratuvar
sonuglarmin (MCV, MCH, MCHC, RBC) temel alinarak gelistirildigi kandaki demir eksikliginin tahmin edildigi bir
caligmada ANN ve uyarlanabilir bir néro-bulanik ¢ikarim sistemi (ANFIS) kullanilmistir [25]. Sonug olarak ANN
ile %96.29 ile en iyi performans elde edilmistir. PNN, FEN, Gini algoritmasi, Klon se¢im algoritmasi kullanilarak
demir eksikligi anemisi siniflandirma probleminde %98.73 basari elde edilmistir [26]. Baska bir ¢alismada demir
eksikligi anemisi i¢in HGB, RBC MCV, HCT kan degerleri kullanilarak ¢ikis olarak Anemi (+) ve Anemi (-)
degerlendirmesi yapilmistir [27]. Degerlendirmeler igin ANN, CDTA, k-NN yontemleri kullanilmis ve en yiiksek
basarim ANN ile %78.31 orani ile elde edilmistir. 2021 yilinda yapilan bir doktora tezinde gelistirilen bir yapay
zeka mimarisi ile 12 farkli anemi tipine teshis koyma caligmast yapilmistir. Tezde YSA, SVM, NB ve DT
yontemleri kullanilmistir. Caligma sonucunda, anemi tiirlerinin teshis edilmesinde DT yontemlerinin daha anlaml
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ve dengeli sonuglar verdigi ortaya konulmustur [28]. 2023 yilinda yapilan bir ¢alismada YSA kullanarak kan 6rnegi
goriintiilerinden kaydedilen renk bilgileri kullanarak hemoglobin degerleri tahmin edilmistir [29]. Yapilan baska bir
calismada da anemiyi tespit etmek i¢in RF, SVM ve diger makine 6grenme teknikleri kullanilmistir. Béyle anemi
tespit etme siireci otomatiklestirilmeye calisilmistir [30]. 2023 yilinda yapilan baska bir ¢aligmada ise avug igi
goriintiileri toplanarak CNN, k-NN, SVM, Naive Bayes ve Karar agaclart kullanilarak anemi saptama calismasi
yapilmustir [31].

Calismanin boliimleri su sekilde siralanabilir: Tkinci béliimde &nerilen yontemler hakkinda bilgiler verilmis,
iiciinci bolimde onerilen yontemlerin deneysel calismalari sunulmugtur. Dordiincii boliimde ydntemlerin basari
karsilagtirmasi yapilmis ve sonuglar vurgulanmaistir.

2. Materyal ve Yontem
2.1. Veriseti ve Onisleme

Yapilan calismada Kaggle veri tabanindan alinan 1732 adet hastaya ait kan verisi kullanilmistir. Veri seti, 351 adet
anemi hastasi ve 1381 adet anemi hastasi olmayan vakalardan olugsmaktadir. Her bir hasta verisinin kandaki kirmizi
kan hiicresi ya da alyuvar miktar1 olan RBC degeri, kirmizi kan hiicrelerinde depo edilen demir agisindan zengin
protein miktarini gosteren hemoglobin miktar1 yani HBG degeri, kirmizi kan hiicrelerindeki kanin hacimsel miktar1
olan HCT degeri, ortalama hiicre hacmi olan MCV degeri, belirli bir hacimde bulunan
hemoglobin miktarinin kirmizi kan hiicrelerine oran1 olan MCH degeri, tek bir kirmizi kan hiicresinin igindeki
ortalama hemoglobin miktar1 olan MCHC degeri alinarak 6 farkli kan bileseni ve buna karsilik anemi sonug bilgisi
yer almaktadir.

Sekil 1°de bu ¢alismada kullanilan yapinin semasi gosterilmistir.

Veri Seti

On isleme

1

Yontemler

CLNN
SoM
PRNN
LVQ

o

Simiflandirma
Sonucu

Sekil 1. Calismada kullanilan yapinin semasal gosterimi.
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Cizelge 1°de verilerin maksimum ve minimum degerleri gosterilmistir. Daha tutarli sonuglar elde edebilme amaciyla
verilerin on islenmesi asamasinda kan degerleri
0.1 ile 0.9 arasina c¢ekilerek normalizasyon islemi yapilmustir. Verilerin siniflandirilmasi igin Sekil 1°de de
gortldigi gibi LVQ, CLNN, SOM, PRNN yontemleri kullanilmistir.

Cizelge 1. Veri setindeki 6zniteliklerin listesi.

Ozellik Ad1 Minimum Maksimum Ortalama
HGB 2 13.100 4,484
RBC 3.600 16.700 12.453
MCH 15.700 52.110 38.003
WBC 2.900 116 84.907
MCHC 13.6 39.54 27.884
HCT 22.9 43.7 32.713

2.2. Rekabetgi Katman Sinir Ag

Bir grup néronun aktif olma hakki i¢in rekabet ettigi bir sinir agina rekabetgi sinir ag1 denir [32]. Ekstrem durum
olarak, eger birden fazla néron aktif olma hakk: elde etmisse, en biiyiik girdiye sahip diigiimiin aktivasyonu 1’e,
diger tiim diigiimlerin aktivasyonu 0'a esit olarak ayarlanir [33]. Bu durum “kazanan hepsini alir” mantigi olarak
bilinir. Rekabet¢i katmandaki ndronlar, genellikle girdi vektorlerini tanimak igin kendilerini dagitirlar [33].
Rekabetci aglarin noronlari, benzer girdi vektorlerinin gruplarini tanimayi 6grenir. Kazanan ndéronun agirliklart
Kohonen &grenme kurali ile ayarlanir [34]. Kohonen katmanindaki ¢ikis diigiimleri ile iligkili olarak bir agirlik
vektorii degerleri vardir. Rekabetci aglarin noronlari, benzer girdi vektorlerinin gruplarint tanimayr 6grenir. Cikti
sifira (kazanan ndron) esit degilse, belirli bir néron igin agirlik vektorii (w) degistirilir. Boylece agirlik vektori giris
vektoriine daha yakin olan ndron daha da yakin olacak sekilde giincellenir [35]. Sonug olarak, kazanan ndronun bir
daha benzer bir vektor sunuldugunda rekabeti kazanma olasiligi daha yiiksektir ve ¢ok farkli bir girdi vektorii
sunuldugunda kazanma olasilig1 daha diistiktiir [35].

2.3. Kendiliginden Organize Olan Harita

Girdi alaninin diisiik boyutlu (genel olarak iki boyutlu), ayriklastirilmis bir temsilini {iretmek i¢in denetimsiz
ogrenme kullanilarak egitilen bir tiir yapay sinir agidir. SOM aglari, 1981 yilinda Teuvo Kohonen tarafindan
gelistirilmis olup veri setindeki elemanlart hem haritalandirir hem de kiimelendirir [35, 36]. SOM aglarinin amact
¢ok boyutlu bir veriyi iki boyutlu bir haritaya indirgemektir [36]. Veri setindeki degisken sayisi girig néronlarinin
sayisini belirleyen SOM aglari, giris ve ¢ikis néronlarindan olugsmaktadir. Girig ndronlart diigiimlere agirlik katsayist
ile baghdir. Cikistaki diigiim sayis1 tercihe bagh segilir [35]. Caligma kapsaminda SOM analizi i¢in Neural Network
Toolbox Self Organizing Map araci kullanilarak yapilmustir.

2.4. Oriintii Tanmima Yapay Sinir Ag1

Oriintii tanmima, ham verileri alan ve desenin kategorisine gore bir eylem yapan bir siirectir. Belirli kosullara
dayal1 olarak en uygun sekilde kaliplar1 gikarir ve bir simfi digerinden ayirir. Oriintii tanima aglari, girdileri hedef
siniflara gore siniflandirmak i¢in egitilebilen ileri beslemeli, Griintii tanima tabanli aglardir. PRNN i¢in hedef veriler,

temsil edecekleri sinif olan i 6gesindeki 1 harig tiim sifir degerlerinin vektorlerinden olusur [37].

2.5. Ogrenmeli Vektor Kuantalama Yapay Sinir Agt
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Temel prensibi belirli sayida vektor kullanarak bir vektorii temsil etmek olup Kohonen tarafindan gelistirilmistir
[34]. SOM aglarinin bir ¢esididir. Bir LVQ agi, birinci rekabet¢i katmana ve ikinci bir dogrusal katmana sahiptir
[38]. “Kazanan her seyi alir” prensibinden yola ¢ikarak gelistirilen LVQ modelinini temel felsefesi, girisleri referans
vektor olarak ifade etmektir [38]. LVQ agi; giris katmani, Kohonen katmani ve ¢ikis katmani olmak iizere ii¢
katmandan olusur [39]. Giris katmaninda veriler aga sunulurken, Kohonen katmaminda referans vektorleri bulunur
ve bu katmanda gelen veriler komsulukluklarina gore yaristirilir. Cikis katmaninda ise en yakin néronun sinif bilgisi
yer almaktadir.

3. Deneysel Calisma

Calismada anemi ve anemi olmayan/saglikli bireyler olarak iki sinif ifade edilmistir. Test ve egitim asamasinda
tiim veri seti kullanilmigtir. Caligmada Intel Core i5 11400 F 2.6 GHz islemci ve 16 GB DDR4 bellege sahip bir
sistem {izerinde uygulama gercgeklestirilmistir. Caligma kapsaminda LVQ, PRNN, CLNN ve SOM kullanilarak
anemi veri seti iizerinde tahmin g¢aligmas1 yapilmistir. 4 farkli algoritmanin performansini kiyaslamak i¢cin ROC
analizi Olgiitii kullanilmistir. ROC analizi, ¢esitli yontemler ile elde edilen sonuglarin performansini karsilastirmak
amaciyla, sonuglarin Accuracy (dogruluk), Sensitivity (duyarlilik), Specificity (6zgiilliik), Precision (kesinlik), F1
skor olarak degerlendirilebilmesini saglayan bir yontemdir [40]. Veri madenciligi uygulamalarinda siklikla
kullanilmaktadir [41].

ROC analizi i¢in temel esitlikler Es. 1-5 ile gosterilmistir.

TP+TN

Accuracy = TP+TN+FP+FN @

Sensitivity = —— 2

Specificity = TN 3)

Precision = —— 4)
TP+FP

F1 — Score = 2.Precision.Sensitivity (5)

Precision+Sensitivity

ROC degerleri igerisindeki dogruluk degeri Es. 1 ile, duyarlilik degeri Es. 2 ile, 6zgiillik degeri Es. 3, kesinlik
degeri Es. 4, F1 Skor degeri Es. 5 ile hesaplanmaktadir. Bu hesaplamalar ile elde edilen sonuglar, 4 farkli yontemle
karsilagtirtlmistir. ROC analizinin amaci, ¢esitli metodlar ile elde edilen sonuglarin performansini karsilagtirabilmek
i¢in, sonuglarin duyarhlik, 6zgiilliik ve dogruluk olarak degerlendirilebilmesini saglayan bir metottur [40]. Analizde
kullanilan ROC parametreleri TP, TN, FP ve FN’dir. TP (True Positive); hasta olarak siniflandirilmis bir hastanin,
analiz sonucunda hasta olarak tespit edilmesiyken, TN (True Negative); saglikli olarak siniflandirilmis bir kayitin,
analiz sonucunda hasta olarak tespit edilmesidir. FP (False Positive); saglikli olarak tespit edilen bir kayitin analiz
sonucu test sonuclariin hasta olarak tespit edilmesiyken, FN (False Negative); hasta olarak tespit edilen kayitin
analiz sonucu test sonuglarinin saglikli olarak tespit edilmesidir.

ROC analizi i¢in genel konfiizyon matrisi Cizelge 2’de goriilmektedir.

Cizelge 2. ROC analiz konfiizyon matrisi.

Tahmin Edilen
0 1
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0 TN FP
1 FN TP

Gergek

Calismada kullanilan verisetinin ilk 10 hasta igin 6rnegi Cizelge 3’te verilmistir. Cizelgelerde verilen S sira, O
Oznitelik, M metot, T test degerlerinin kisaltilmis halidir. Calismada her bir yapay sinir ag1 igin 10 farkli test
yapilarak her bir test i¢in sonuglar ve en iyi sonuglar Cizelge 3-11°de listelenmistir.

Cizelge 3. Veriseti kayit 6rnegi.

S O RBC HBG HCT MCV MCH MCHC Sonuc
1 498 88 316 6352 17.72 27.82 1
2 483 109 359 7432 2262 30.42 1
3 434 11 34.7 80.02 2532 317 0
4 403 111 349 86.6 275 318 1
5 371 111 343 92.5 299 324 0
6 437 112 358 81.92 2562 313 0
7 4.2 122 344 819 29 35.5 0
8 362 108 33.3 92 208 324 1
9 434 772 26.6 61.32 17.72 28.92 1
10 405 101 325 80.22 2492 311 1

Cizelge 4. CLNN Yontemi i¢in ROC Analiz Sonuglari.

T M TP TN FP | FN | Accuracy | Sensitivity | Specificity | Precision F1
Testl | 291 | 1026 |60 | 355 | 0.7604 0.4505 0.9448 0.8291 0.5838
Test2 | 294 | 1028 |57 353 | 0.7633 0.4544 0.9475 0.8376 0.5892
Test3 | 298 | 997 53 384 | 0.7477 0.4370 0.9495 0.8490 0.5770
Test4 | 295 | 998 56 383 | 0.7465 0.4351 0.9469 0.8405 0.5734
Test5 | 297 | 999 54 | 382 | 0.7483 0.4374 0.9487 0.8462 0.5767
Test6 | 299 | 983 52 398 | 0.7402 0.4290 0.9498 0.8519 0.5706
Test7 |304 | 920 47 | 461 | 0.7067 0.3974 0.9514 0.8661 0.5448
Test8 | 293 | 1059 | 58 322 | 0.7806 0.4764 0.9481 0.8348 0.6066
Test9 |299 | 957 52 | 424 | 0.7252 0.4136 0.9485 0.8519 0.5568
Test 10 | 298 | 986 53 395 | 0.7413 0.4300 0.9490 0.8490 0.5709
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Cizelge 4’te gosterildigi tizere CLNN yontemi anemi hastalig1 veriseti iizerinde 10 kere ¢alistirilmistir. Her test
sonucunda TP, TN, FP, FN, Accuracy, Sensitivity, Specificity, Precision, F1-Score degerleri hesaplanmistir. Bu

hesaplamalara gore CLNN ydntemi i¢in ortalama ve en iyi sonug degerleri Cizelge 5°te verilmistir.

Cizelge 5. CLNN yontemi i¢in ortalama ve en iyi sonug.

¥ M Accuracy | Sensitivity | Specificity | Precision F1
Ortalama 0.7460 0.4361 0.9484 0.8456 0.5750
Envi 0.7806 0.4764 0.9481 0.8348 0.6066
(8.Test)
Cizelge 6. SOM yontemi icin ROC analiz sonuglari.

T M TP TN FP | FN | Accuracy | Sensitivity | Specificity | Precision F1
Test 1 241 1232 | 110 | 149 | 0.8505 0.6179 0.9180 0.6866 0.6505
Test 2 236 1248 | 115 | 133 | 0.8568 0.6396 0.9156 0.6724 0.6556
Test 3 235 1250 | 116 | 131 | 0.8574 0.6421 0.9151 0.6695 0.6555
Test 4 240 1240 | 111 | 141 | 0.8545 0.6299 0.9178 0.6838 0.6557
Test 5 236 1248 | 115 | 133 | 0.8568 0.6396 0.9156 0.6724 0.6556
Test 6 240 1241 | 111 | 140 | 0.8551 0.6316 0.9179 0.6838 0.6566
Test7 232 1257 | 119 | 124 | 0.8597 0.6517 0.9135 0.6610 0.6563
Test 8 237 1246 | 114 | 135 | 0.8562 0.6371 0.9162 0.6752 0.6556
Test 9 234 1250 | 117 | 131 | 0.8568 0.6411 0.9144 0.6667 0.6536
Test 10 | 236 1248 | 115 | 133 | 0.8568 0.6396 0.9156 0.6724 0.6556

Cizelge 6’da gosterildigi lizere SOM yontemi ile yapilan testler verilmistir. Bu test sonucuna gére SOM yontemi

icin ortalama ve en iyi sonug degerleri Cizelge 7°de verilmistir.

Cizelge 7. SOM yontemi igin ortalama ve en iyi sonug.

T M Accuracy | Sensitivity | Specificity | Precision F1
Ortalama 0.8561 0.6370 0.9160 0.6744 0.6551
Enivi 0.8597 0.6517 0.9135 0.6610 0.6563
(7.Test)
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Cizelge 8. PRNN yontemi i¢in ROC analiz sonuglari.

T M TP | TN FP | FN | Accuracy | Sensitivity | Specificity | Precision | F1
Testl | 3451|1380 |6 1 0.9960 0.9971 0.9957 0.9829 0.9900
Test2 | 347 | 1380 |4 1 0.9971 0.9971 0.9971 0.9886 0.9928
Test3 | 349 | 1381 |2 0 0.9988 1 0.9986 0.9943 0.9971
Test4 | 347 | 1380 |4 1 0.9971 0.9971 0.9971 0.9886 0.9928
Test5 | 347 | 1380 |4 1 0.9971 0.9971 0.9971 0.9886 0.9928
Test6 | 346 | 1380 |5 1 0.9965 0.9971 0.9964 0.9858 0.9914
Test7 | 346 | 1380 |5 1 0.9965 0.9971 0.9964 0.9858 0.9914
Test8 | 346 | 1380 |5 1 0.9965 0.9971 0.9964 0.9858 0.9914
Test9 | 347 | 1380 |4 1 0.9971 0.9971 0.9971 0.9886 0.9928
Test10 | 348 | 1380 | 3 1 0.9977 0.9971 0.9978 0.9915 0.9943

Cizelge 8’de gosterildigi tizere PRNN yontemi anemi hastalig1 veriseti iizerinde 10 kere calistirilmistir. Her test
sonucunda TP, TN, FP, FN, Accuracy, Sensitivity, Specificity, Precision, F1-Score degerleri hesaplanmistir. Bu
hesaplamalara gére PRNN yontemi i¢in ortalama ve en iyi sonug degerleri Cizelge 9°da verilmistir.

Cizelge 9. PRNN yontemi i¢in ortalama ve en iyi sonug.

¥ M Accuracy | Sensitivity | Specificity | Precision F1
Ortalama 0.9970 0.9974 0.9970 0.9881 0.9927
En iyi 0.9988 1 0.9986 0.9943 0.9971
(3.Test)
Cizelge 10. LVQ yontemi i¢in ROC analiz sonuglari.

T M TP | TN FP | FN | Accuracy | Sensitivity | Specificity | Precision | F1
Testl | 312 | 1354 | 39 27 | 0.9619 0.9204 0.9720 0.8889 0.9043
Test2 | 316 | 1349 |35 32 | 0.9613 0.9080 0.9747 0.9003 0.9041
Test3 | 316 | 1354 | 35 27 | 0.9642 0.9213 0.9748 0.9003 0.9107
Test4 | 313 | 1355 | 38 26 | 0.9630 0.9233 0.9727 0.8917 0.9072
Test5 |307 | 1349 |44 |32 |0.9561 0.9056 0.9684 0.8746 0.8899
Test6 | 314 | 1349 | 37 32 | 0.9602 0.9075 0.9773 0.8946 0.9010
Test7 | 318 | 1357 | 33 24 ] 0.9671 0.9298 0.9763 0.9060 0.9177
Test8 | 313 | 1351 | 38 30 | 0.9607 0.9125 0.9726 0.8917 0.9020
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Test9 |311 | 1352 |40 |29 | 0.9602 0.9147 0.9713 0.8860 0.9001
Test10 | 303 | 1346 |48 |35 |0.9521 0.8964 0.9656 0.8632 0.8795

Cizelge 10’da gosterildigi lizere LVQ yontemi ile yapilan testler verilmistir. Bu test sonucuna goére LVQ
yontemi igin ortalama ve en iyi sonu¢ degerleri Cizelge 11°de verilmistir.

Cizelge 11. LVQ yontemi i¢in ortalama ve en iyi sonug.

¥ M Accuracy | Sensitivity | Specificity | Precision F1
Ortalama 0.9607 0.9140 0.9726 0.8897 0.9017
En iyi 0.9671 0.9298 0.9763 0.9060 0.9177
(7.Test)

4. Sonuglar

Bu calisma kapsaminda Kaggle veri tabanindan 1732 adet hastaya ait kan verisi alinarak anemi hastalig1 tahmin
problemi iizerinde ¢alisilmigtir. Her bir hasta verisinin RBC, HBG, HCT, MCV, MCH ve MCHC kan degerlerinden
olmak tizere 6 farkli kan bileseni ve buna karsilik anemi sonug bilgisi yer aldigi veri tabanindaki bilgilerin
siniflandirilmast i¢in yapay sinir aglart yontemlerinden LVQ, PRNN, CLNN ve SOM aglari kullanilmistir.
MATLAB Neural Network Toolbox arayiizii kullanilarak modelleme yapilmugtir [42].

Egitim siirecinde kullanilan adimlar Cizelge 12’de listelenmistir. Performans fonksiyonu olarak tiim yontemler
igin Ortalama Kare Hatasi (Mse) kullamlmistir. Onerilen aglarin iterasyonlari, hizlari, hata oralari, egitim
fonksiyonlar1 ve uyarlamali 6grenme fonksiyonu olarak kullanilan fonksiyonlar Cizelge 12’de sunulmustur.
Calismada Matlab Toolbox kullanildigi i¢in kullanilan fonksiyonlara miidahale edilmemigtir. Egitim siirecinde tiim
veriler kullanilmis, test siirecinde yine tiim veriler test edilmistir. RBC, HGB, HCT, MCH, MCHC ve MCV
degerlerine sahip 1732 hastadan alinan kan 6rneginin kan analizi 6 giris néronu olarak kullanilmis ve sonug verisi
cikis olarak sisteme girilmistir. Onerilen yontemlerin Network Diagram’1 Sekil 2°de verilmistir.

Cizelge 12. Ag egitiminin karsilagtirilmasi.

. Zaman Egitim Uyarlamah
Iterasyonlar Hata (mse) . Ogrenme
(sn) Fonkisyonu .
Fonksiyonlar:
Trainr (Random
CLNN 1000 264 Egitim Yok Weight/Bias adaptwb
Rule)
Trainbu (Batch
SOM 200 0 Egitim Yok Weight/Bias adaptwb
Rule)
Trainscg(Scaled
PRNN 1000 2 0.005 Conjugate adaptwb
Gradient)
Trainr (Random
LVQ 1000 925 0.041 Weight/Bias adaptwb
Rule)
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Sekil 2. Onerilen yontemlerin Network Diyagramlari; (a) CLNN Network Diyagram, (b) SOM Network Diyagram,
(c) PRNN Network Diyagram, (c) LVQ Network Diyagram.

Sekil 2°de goriildiigii iizere Onerilen dort yontemin diyagramlart agiklanmak istenirse; Sekil 2(a) ve (b)’da
verilen CLNN ve SOM aginin diyagraminda transfer fonksiyonu olarak ‘compet’ kullamilmistir. Sekil 2(c) PRNN
agmin diyagrami 1 gizli katman ve 1 ¢ikis katmani olarak olusturulmustur.Gizli katmanda transfer fonksiyonu
‘tansig’, ¢ikis katmaninda ‘softmax’ kullanilmistir. Sekil 2(d) LVQ agmin diyagrami 2 katmanla olusturulmustur. 1.
katmanda transfer fonksiyonu olarak ‘compet, 2. katmanda ‘purelin’ kullanilmugtir.
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Sekil 3. Dort yontem igin en iyi sonug veren testlerin konfiizyon matrisi; (a) CLNN konflizyon matrisi, (b) SOM
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N
Target Class

N
Target Class

konflizyon matrisi, (c) PRNN konfiizyon matrisi, (d) LVQ konfiizyon matrisi

Cizelge 13. Tiim yontemler i¢in en iyi sonug.

. En iyi En iyi En iyi En iyi Eniyi F1-
Yontem Accur)e/lcy Sensiti¥/ity Specifi){:ity Precis)i/on SIZor
CLNN 0.7806 0.4764 0.9481 0.8348 0.6066
SOM 0.8597 0.6517 0.9135 0.6610 0.6563
PRNN 0.9988 1 0.9986 0.9943 0.9971

LVQ 0.9671 0.9298 0.9763 0.9060 0.9177

Sekil 3(a)’da CLNN agi igin yapilan 10 test sonucunda igin en iyi sonucu veren 8.testin, Sekil 3(b)’de SOM igin
en iyi sonucu veren 7.testin, PRNN i¢in en iyi sonucu veren 3.testin ve LVQ ig¢in en iyi sonucu veren 1.testin
konfiizyon matrisleri verilmistir. Cizelge 13’te tiim yontemlerin en iyi sonuclari tek bir ¢izelgede gosterilmistir.
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Matrisler ve sonuglar karsilastirildiginda PRNN test islemi sonucunda %100 hassasiyet ve %99,88 dogruluk,
%99,86 ozgiillik, %99,43 kesinlik ile anemi hastalig1 tespit etmede iyi bir performans gosterdigi sonucuna
ulagilmistir. Cizelge 14’te literatiir taramasi yapildigi kadartyla veri seti benzerligi gosteren diger ¢alismalarin
dogruluk performanslart listelenmistir. Cizelgede yer alan sonuglara gore Onerdigimiz yontem ile tibbi veri
siniflandirmasinin ¢ok yiiksek dogrulukla miimkiin oldugu gosterilmistir. PRNN’yi takiben dogruluk basarisinin
%96,71 ile LVQ, %85,97 ile SOM, %78,06 ile CLNN oldugu sonucuna varilmistir. Sonuclar degerlendirildiginde
LVQ, PRNN, CLNN ve SOM kullanilarak yapilan tahmin siirecinde 351'i anemili ve 1381'i anemisiz olmak {izere
toplam 1732 vakada 6 farkli kan bileseni kullanilarak hedeflenen ¢iktilara basariyla ulagilmistir. Bilindigi kadariyla
bu ¢aligma ile Kaggle veritabanindan alinan anemi hastalig1 veri setine LVQ, CLNN, PRNN ve SOM yontemleri ile
¢oziim ve ¢ozlimlerin karsilastirmasi ilk defa yapilmistir. Boylece bir hasta kaydinin anemi olup olmadiginin dogru
bir sekilde teshis edilmesi ve hekimlerin karar vermesine yardime1 olacak bir karar destek sistemi gelistirilmigtir. Bu
sunulan algoritmalar igin hastanin kanindan alinan yas, cinsiyet, kilo ve farkl: bilesenler gibi ekstra parametreler
eklenerek aneminin en iyi siniflandirmasi bulunabilir. Bundan sonraki hedefimiz ise, Tiirkiye’deki bir hastaneden
daha fazla parametreyi igeren yeni veri seti alinarak anemi tiplerini belirlemektir.

Cizelge 14. Calismamiza benzer ilgili ¢alismalar.

Parametre Yontem Kaynak Accuracy
HGB, RBC, MCH, WBC, 0699.33
MCHC, HCT FFN, CFN, DDN, TDN, LVQ, PNN [3] oI
MCV, RBC HGB, HCT, Ni(]'(\”\' LR, SD\./.M' ]Eg:rfm O(%r,e“me 24] %495.59
MCHC MCH. RDW akinesi ve Diizenli Ekstrem Ogrenme 095.
Makinesi
MCV MCH, MCHC, HGB, ANN ve uyarlanabilir bir néro-bulanik o
RBC ¢ikarim sistemi (ANFIS) [25] 7696.29
MCH, MCHT, MCV, RBC PNN, FFN, Gini algoritmasi, Klon 0
HGB, HCT se¢im algoritmasi [26] %98.73
HGB, RBC MCV, HCT ANE’NCNDTA [27] %78.31
HGB, HCT, MCH, MCV RF, Naive Bayes ve CDTA [21] %96.09
Onerdigimiz Yontemler icin Sonuclar
Parametre Yéntem Accuracy
CLNN %78.06
HGB, RBC, MCH, WBC, SOM %85.97
MCHC, HCT PRNN %99.88
LVQ %89.67

Tesekkiir

Yazarlarin 6zellikle tesekkiir edecekleri kimse bulunmamaktadir.
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